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Resumen. En este trabajo se presenta un andlisis con momentos or-
togonales discretos clasicos de Hahn para la clasificacién de objetos 3D,
utilizando diferentes clasificadores y la implementacién de una red neuro-
nal eficiente como propuesta para mejorar la precision en la clasificacién
de objetos. Se utiliza la base de datos SHREC11 para comparar con otros
métodos existentes. Finalmente, se presenta un analisis de los resultados.
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Object Classification Using 3D Hahn Moments
and Deep Learning

Abstract. This paper presents an analysis with classic Hahn discrete
orthogonal moments for the classification of the 3D object using different
classifiers and the implementation of a neural network as the proposal
to improve precision in the object classification. SHREC11 database is
used to compare with other methods. Finally, an analysis of the results
is presented.

Keywords: Classification of 3D objects, discrete orthogonal polyno-
mials, classification models, neural networks.

1. Introduccién

Actualmente existe un enorme avance en la tecnologia de adquisicion de
modelos 3D para diferentes campos cientificos. Ademas, el desarrollo de modelos
para la manipulacién y procesamiento de objetos 3D estan aumentando rapida-
mente. Por otra parte, el proceso de clasificaciéon y recuperacién de objetos 3D
se ha vuelto un tema importante en diversas areas de investigacién, lo que ha
llevado a desarrollar herramientas de clasificacién eficientes y rédpidas[2].
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La representacién y descripcién de imagenes 3D es muy importante para la
clasificacién de objetos 3D debido a su capacidad de descripcion.

Los momentos 2D y 3D han sido considerados herramientas para la des-
cripcion de caracteristicas y se han aplicado en diferentes tareas como: recono-
cimiento de imégenes [10,22], anélisis de imdgenes [38,34,1,28], reconstruccién
de imégenes [8,24], marca de agua [9,35,23], las cuales pueden ser aplicadas en
areas médicas, sistemas de seguridad, control de calidad, modelado, diseno, entre
otros.

Dentro de la literatura han sido propuestos diferentes conjuntos de momentos
para el andlisis de imdagenes, tales como momentos ortogonales discretos de
Tchebichef [20], Krawtchouk [33], Hahn [36], Meixnier [18], Charlier [19] y Racah
[31]. También ha surgido el interés para analizar objetos 3D mediante momentos
ortogonales.

Novotni y Klein [21], introducen los invariantes de Zernike 3D para la re-
cuperaciéon de objetos 3D. Sin embargo, estos métodos basados en momentos
radiales no pueden describir los objetos. De igual forma, Hosny y Khalid [14],
muestran un algoritmo para el calculo de los momentos de Legendre 3D, el cual
presenta algunos problemas como el alto costo computacional, especificamente
en ordenes altos.

Por otra parte, Yang et al.[32] proponen un algoritmo para el cémputo de
momentos Gaussiano-Hermit invariantes de rotacién, traslacién y escala para
el andlisis de objetos 3D. Benouini et al. [2], presentan un nuevo conjunto
de invariantes llamados momentos de Krawtchouk basados en las propiedades
algebraicas de los polinomios de Krawtchouk para el reconocimiento de objetos
3D. Karmoni et al. [15], proponen el cémputo répido de momentos de Charlier
3D mediante cubos para la reduccién del tiempo computacional.

Batioua et al. [1], introducen conjuntos de momentos discretos tridimen-
sionales separables TKKM (Momentos de Tchebichef-Krawtchouk-Krawtchouk)
y TTKM (Momentos de Tchebichef-Tchebichef-Krawtchouk) en el campo del
anglisis de imdgenes en 3D. Recientemente, Lakhili et al.[16], proponen un mo-
delo de clasificacion utilizando una red neuronal en conjunto con los momentos
de Racah 3D para la clasificaciéon de objetos.

En este trabajo se propone un andlisis para la clasificacién de objetos 3D
utilizando los momentos ortogonales discretos de Hahn 3D como descriptores de
entrada con diferentes clasificadores. Se utilizé la base de datos SHREC2011 [17]
para realizar una serie de experimentos con diferentes ordenes.

El trabajo esta organizado de la siguiente manera; en la Seccion 2, se presenta
una visién breve del computo de los polinomios ortogonales de Hahn y el cdlculo
de los momentos para imagenes volumétricas. En la Seccién 3, se muestra una
breve descripcién de diferentes clasificadores utilizados. En la Seccién 4, se
describe la propuesta de implementacion del modelo de una red neuronal para
la clasificacion de objetos 3d. Finalmente en las Secciones 5 y 6 se presentan los
resultados obtenidos de la clasificacién de objetos 3D y conclusiones.
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2. Momentos de Hahn 3D

Los momentos ortogonales de Hahn 3D de orden n,m,k de un objeto 3D
f(x,y, z) estdn definidos como [6]:

sh {0 (2 K) f(2,y, 2), (1)

donde los parametros a y b estan restringidos paraa > 0,b >0,z =0,1,2,..., N,

y los polinomios normalizados de Hahn h %a’b), estan definidos como:
@B (s N) = o @B (g ), | ) )
n (.’II, ) - n (l’, ) d2 ’ ( )

donde W (z) es la funcién de peso, d? denota el cuadrado de la norma, y
) (z; N) son los polinomios de Hahn, los cuales estédn definidos de la siguiente
manera;

hgla,b)(x;N) — (_1)n(b+ 1)'71(N_n)n %
n!
sFa(—n,—x,n+14+a+bb+1,1—N;1),
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2 - Fla+n+10)I'b+n+1)I(a+b+n+1)y
" (a+b+2n+1)nl(N—-n—1) ’

(3)

W(zx) = (4)

(5)

donde (a)y, es el simbolo de Pochhammer, 3 F es la funcién hipergeométricay I'()
es la funcién gamma. Desafortunadamente, la Fc. 3 causa inestabilidad numérica
para ordenes mayores, para solucionar este problema se ha propuesto el uso de
relaciones de recurrencia. Una forma para obtener los polinomios ortogonales
discretos normalizados es mediante la siguiente relacién de recurrencia [37]:

Aﬁ n(l‘) :B-Dﬁ n,1($)+CEﬁ n,2(33>7 (6)
donde (a+b+n)
A:(a+b+2n71)*(a+b+2n)’ @
_ . a—-b+2N-2 (b* —a®*)(a+b+2N)
b=z 4 4(a+b+2n—2)(a+b+2n)’ ®)
Cii(a+n—1)(N—n+2)(a+b+N+n—1)(N—n+1) )
N (a+b+2n—1) (a+b+2n—1) ’

B n(a+b+n) (a+b+2n+1)
b= \/(a+n)(b+n)(a+b+n+N)\/(N—n)(a+b+2n—1)’ (10)
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B nn—1)(a+b+n)
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(11)

b

Para el calculo inicial, los polinomios de Hahn normalizados de orden cero y
de primer orden estan dados por:

w()
dg -’

h P (@5 N) = (12)

B (@ N) = ((a+b+2)z = (b+1)(N - 1)) %?'

La Fig. 1, muestra la grafica de los polinomios de Hahn con diferentes valores
de a y b. La concentracion de la distribucién de ceros de los polinomios de Hahn
es donde los descriptores concentran la capacidad descriptiva.
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Fig. 1. Primeros 10 polinomios de Hahn con diferentes valores: a) a = 20 y
b=0,b) a=0b=10.

Una de las caracteristicas mas importante de los momentos ortogonales dis-
cretos 3D es de conocer la capacidad descriptiva a partir de la reconstruccién
del objeto mediante un nimero finito de momentos.

La recuperacién de un objeto 3D f(z,y, z) mediante la transformacién inversa
de los momentos esta definida de la siguiente forma:

N-1M-1K-1

Flayz)=> > > hi(@N)h @ (y; M),

z=0 y=0 2z=0
xh ) (25 KBy e (13)
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Para evaluar la calidad de la reconstruccién de un objeto 3D mediante
momentos de Hahn, es necesario utilizar la métrica del error cuadratico medio
(MSE), que se emplea para medir la diferencia entre los objetos originales y
reconstruidos. El MSE se define de la siguiente manera:

1 N—-1M-1
MSE = NMKIZ:O ;)

(P F@wa), 0

\MN

~1
z=0
donde f(z,y,2) y f (z,y,2) denotan la imagen original y reconstruida res-
pectivamente para cada voxel(z,y, z). La Fig. 2 muestra la reconstruccién de

tres objetos utilizando diferentes ordenes de n x m x k = 10, 15, 20, asi como el
error de reconstruccién (MSE) obtenido de cada objeto.

Objeto original Objeto reconstruido con diferente orden
128x128x128 32x32x32 64x64x64 128x128x128

0.0356

0.0042

0.0259

0.0031

0.0401

0.0046

Fig. 2. Resultados de la reconstruccion de objetos 3D de diferentes clases de la
base de datos SHREC11 [17].

3. Clasificacién de objetos 3D

La clasificacién es un area del aprendizaje supervisado en el cual un algoritmo
aprende a clasificar las nuevas observaciones a partir de ejemplos de datos
etiquetados y descriptores que permiten realizar entrenamiento automatizado
para buscar el mejor tipo de modelo de clasificacién. En la literatura existen
diferentes algoritmos de clasificacién que pueden ser utilizados con los momentos
discretos ortogonales de Hahn 3D. Los més representativos son los siguientes
algoritmos.
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Anilisis discriminante [30] El andlisis discriminante es un método de clasifi-
cacion supervisada que se utiliza para la clasificacién de distintos datos en grupos
o clases. Este método equivale a un analisis de regresion en donde la variable
categorica es la clase y las variables independientes determinan a que clase
pertenece un objeto, también se conoce como el discriminante Fisher, suponiendo
que tiene g poblaciones conocidas (21, ..., {2, y en cada una de ellas se observa
una muestra de cierto vector de interés X = (Xy,...X,)". El andlisis discrimi-
nante se ocupa de describir, mediante las variables X;, los rasgos diferenciales
entre las poblaciones, encontrando funciones discriminantes o reglas de decisién
h = h(Xi,..X,) cuyos valores en los distintos grupos o poblaciones estén lo
mas separado posible que permitan asignar a cada individuo a una poblacién
concreta §2,,a =1, ..., g, minimizando la tasa de error en dicha asignacién.

Arboles de decisién [3] Los arboles de clasificacién y regresién son métodos de
clasificacién supervisada y de aprendizaje automatico, los cuales son utilizados
para construir modelos de prediccién a partir de los datos de entrada, se basan
en una estructura en forma de arbol, donde cada hoja del arbol se marca con
una clase o una distribucién de probabilidad sobre las clases, las ramificaciones
se generan de forma recursiva hasta que se cumplan ciertos criterios, de acuerdo
a la cantidad de ramificaciones se termina la profundidad y flexibilidad en &rbol
grueso para pocas hojas para hacer distinciones baja entre clases con un maximo
de 4 maximo de divisiones, arbol mediano con un numero medio de hojas para
distinciones mas finas entre clases con 20 divisiones como méaximo y arbol fino
utiliza un numero mayor de hojas para la distinciéon entre clases mayor a 20
divisiones.

K-NN (vecinos mas cercanos) [13] El método de vecinos més cercanos es
un método de clasificacién supervisada, el cual almacena los datos disponibles,
y clasifica un objeto segin una medida de similitud dada por una funcién
de distancia. La clasificacién KNN se realiza midiendo la distancia entre el
objeto con los objetos conocidos. Es un método, que puede utilizarse para
problemas de prediccion tanto de clasificacién como de regresién. Este algoritmo
clasifica cada dato nuevo en el grupo que corresponda, segin tenga k vecinos
maés cerca de un grupo o de otro, es decir, calcula la distancia del elemento
nuevo a cada uno de los existentes, y ordena dichas distancias de menor a mayor
para ir seleccionando el grupo al que debe pertenecer. Este grupo sera el de
mayor frecuencia con menores distancias. Para variables continuas las funciones
distancia a utilizar son, euclidiana, manhat, Minkowski, en el caso de variables
categdricas se debe usar la distancia de Hamming. Un clasificador KNN presenta
diferentes configuraciones de acuerdo al nimero de vecinos: grueso para un
nimero k=100, mediano para k=10 o fino con k=1 y la métrica de distancia
puede utilizar métricas como coseno, ciibica y ponderado.

Madquinas de soporte vectorial [29] Una mdquina de soporte vectorial es
un método de aprendizaje supervisado para la clasificacion que genera funciones
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de mapeo de entrada-salida a partir de un conjunto de datos de entrenamiento
etiquetados, los cuales utilizan un hiper plano de separacién lineal para crear
un clasificador con un margen maximo. Dado un conjunto de entrenamiento de
tamafio N compuesto de pares atributo-etiqueta (z;,y1),1 < i < N, siendo
z; € R"Y y; € —1,1, se desea obtener una ecuacién para un hiperplano que
divida dicho conjunto de entrenamiento, de manera que aquellos puntos con
igual etiqueta queden del mismo lado del hiperplano. Si existe un hiperplano que
aisle los puntos positivos de los negativos, se dice que los datos son linealmente
separables. El hiperplano que separa los datos es: 7 : w-x + b = 0, donde
w € RY es un vector normal (vector perpendicular) al hiperplano 7| b | / || w ||
la distancia perpendicular del hiperplano 7 al origen, y || w || es la norma de
w . Las maquinas de vectores de soporte pertenecen a una clase de algoritmos
de Machine Learning denominados métodos kernel: lineal, cuadratico, cibico y
Gausiano.

Ensamble [5] El método ensamble o de conjunto son algoritmos de aprendizaje
que construyen un conjunto de clasificadores y luego clasifican nuevos datos de
entrada tomando un voto ponderado de sus predicciones. Se han desarrollado
muchos métodos para construir conjuntos mediante arboles, vecinos cercanos y
discriminantes.

Para analizar el rendimiento de clasificacién de cada uno de los modelos
mencionados, se utiliza el conjunto de imagenes 3D de la base de datos SHREC
2011, la cual consta de 600 objetos 3D clasificados en 30 clases con 20 modelos
STL [17]. Las distintas clases de la base da datos SHREC11 se muestran en la
Fig. 3.

Es necesario utilizar el formato voxelizado de todos los objetos de la base de
datos para el cémputo de los descriptores tipo momento. Para obtener la forma
voxelizada de cada objeto 3D del conjunto de datos esta encerrado en el cubo
delimitador mas pequeno, que luego se divide en un conjunto de véxeles con
forma de cubo iguales. En este trabajo, el tamano del voxel que se utiliza para
todos los objetos de la base de datos cuenta con una resolucién de 128 x 128 x 128
voxeles.

El proceso de clasificacién para cada modelo, se realiza mediante la técnica de
validacion cruzada K-folds con k=10 tomando como métrica el valor de precisién
o accuracy y el calculo de momentos de Hahn de la base de datos con parametros
de a = b = 10 como descriptores de entrada. Los resultados de la clasificacion se
muestran en la Tabla 1.

4. Implementacién de modelo de una red neuronal

Las redes neuronales son un modelo computacional inspirado en el com-
portamiento bioldgico observado de las neuronas y en como se organizan for-
mando la estructura del cerebro. Recientemente, las redes neuronales profundas
han demostrado un gran éxito en muchas tareas de visién por computadora,
especificamente en la aplicacién de reconocimiento de objetos[16]. El disefio
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Base de datos de objetos 3D “SHREC 2011”

Alien Hormiga Armadillo Pajarol Pajaro2 Mujer

&
L)
,

s s 29 @ N
r‘(via;I;eAIVI; {‘ Gato Cente;uro Dtos Bolas Dlnosaurlo .};Ie;n;lénco
il aE R
: Pre‘r‘rolr‘ B HI;-errl:(;Z V mvmg;f‘as é;rilé B 4 Ma;no Dino
b oo i < & x
é‘all;allro . Lampara Coﬁpu&é&o"a h}:|;)mbre Pl;l|p0 ‘ ;Ara'ﬁa.
< = IC == wo V)
VAIi;:;tVeV B ’CVc;r;‘eﬂjo: B Santa ‘ Pinzas V"Fiiaurrénr B ‘Se;r‘;‘)i‘ebrﬁe

Fig. 3. Imagenes 3D de las diferentes clases de la base de datos SHREC11.
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Fig. 4. Representacion grafica de la red neuronal utilizada para la clasificacién
de objetos.

de arquitecturas de redes neuronales puede ser un problema; si se utiliza una
cantidad insuficiente de neuronas puede proporcionar tasas de clasificacién insa-
tisfactorias y por lo contrario, si se elige demasiadas neuronas aumenta el tiempo
de entrenamiento y provoca un sobre ajuste, el cual disminuye la capacidad de
generalizacién[11]. Un modelo de red neuronal estd compuesta por tres capas
principales; la capa de entrada, las capas ocultas y la capa de salida.

El proceso de aprendizaje consiste en encontrar los valores éptimos de los
pesos y sesgos de los nodos de cada capa de tal forma que la salida corresponda
al patrén de entrada con la precision deseada, mediante el uso algoritmos optimi-
zadores y funciones de activacién. La funcién Softmax es utilizada para modelos
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Tabla 1. Comparacion de diferentes clasificadores utilizando como vector de
entrada distintos ordenes de los momentos de Hahn con valores de parametros
a=10, b=10.

Modelos de Orden n x m x k

Clasificacion 25x25x25 20x20x20 15x15x15 10x10x10 5x5x5
Arboles de decisién

Arbol fino (100 divisiones) 24.3% 28.2% 25.2% 28.0% 37.7%

Arbol mediano (20 divisiones) 18.7% 22.2% 19.0% 203% 272%
Arbol grueso (4 divisiones) 12.0% 12.3% 12.5% 128% 12.3%

Analisis discriminante

Discriminante Lineal 22.5% 38.0% 40.3% 31.2% 45.3%

MaAaquina de soporte
vectorial (SVM)

SVM Lineal 23.4% 31.5% 39.0% 43.3% 48.2%
SVM Cuadréatico 20.8% 32.7% 38.2% 46.0% 56.2%
SVM Ctibico 21.1% 25.7% 32.5% 43.2% 55.5%
SVM Gaussiano fino 5.2% 7.3% 9.2% 1056% 26.3%
(escala=1.9)

SVM gaussiano medio 30.7% 39.7% 46.2 % 49.7% 57.8%
(escala=7.7)

SVM gaussiano grueso 23.9% 31.8% 38.0% 43.0% 38.8%

(escala=31)

Clasificador vecinos
cercanos (KNN)

KNN Fino (k=1) 23. 8% 29.0% 34.0% 385% 55.8%
KNN Mediano (k=10) 8.3% 10.2 % 11.2% 16.7% 43.8%
KNN Grueso (k=100) 3.7% 4.2% 3.2% 43%  227%
KNN coseno 34.0% 35.8% 37.5% 41.5% 41.3%
KNN cubico 6.7% 9.3% 10.5% 16.3% 42.0%
KNN Ponderado 11.5% 13.3% 15.2% 225% 52.8%
Clasificador ensamble

Arboles potenciados 23.2% 25.4 % 27.9% 31.3% 39.0%
Subespacio Discriminante 19.2 % 23.3% 25. 8% 30.0% 53.0%
Subespacio KNN 40.5% 44.8% 48.7% 57.8% 65.3%

de clasificacién miltiple, normaliza el vector de entrada en una distribucién de
probabilidad donde la suma total es uno. En general, esta funcién devuelve las
probabilidades de cada clase sobre todas las clases.

En este trabajo se propone utilizar como vector de entrada los momentos
ortogonales discretos 3D a una red neuronal compuesta por seis capas distintas:
una capa de entrada, cuatro capas ocultas y una capa de salida.
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La Fig. 4, muestra el diagrama de las caracteristicas utilizadas en la estruc-
tura de la red neuronal implementada en el modelo de clasificaciéon propuesto.

La Ec. (15) muestra los valores de entrada en la primer capa con los valores
obtenidos del célculo de momentos 3D de Hahn de orden n x m x k:

V = [@n.mkln x m x k. (15)

En las capas ocultas se utiliza una estructura compuestas por 125, 135, 76,
63 neuronas respectivamente, se representan como:

Y = ¢+ WHE x Yy ), (16)

donde Yo = V es un vector de entrada para # 0,Yy; es el vector de salida de la
i-esima capa oculta Hi, WH? es la matriz de pesos que conecta las capas Hi — 1
y Hi, b'H i) es en vector de bias y ¢gi es la funcién de activacién utilizada en
cada capa Hi. La funcién de activacién utilizada para las capas ocultas es la
funcién RELU definida como:

f(x) = max(0, x). (17)

Finalmente la capa de salida estd compuesta por el nimero de neuronas
equivalente al ntimero de clases contenida por la base de datos y emplea la
funcién de activacién Softmax representada matematicamente como:

7

ey

Softmax(yi) = 2576“’
i=1

(18)

Tabla 2. Porcentajes de clasificacion obtenidos utilizando diferentes tamano de
la base de datos SHREC11 para entrenamiento y distintos ordenes de momentos
de Hahn con pardmetros a =10, b=10.

Momentos de
orden n x m x k 80% de la base de datos 50% de la base de datos

4x4x4 99.76 % 96.64 %
5x5x5 99.74 % 96.62 %
10 x 10 x 10 99.58 % 96.51 %
15 x 15 x 15 99.36 % 95.88 %
20 x 20 x 20 99.26 % 95.43 %
25 x 25 x 25 99.06 % 95.39 %

5. Experimentos y resultados

En esta seccién se realiza un conjunto de experimentos para evaluar el desem-
peno en la clasificacién del modelo de red neuronal propuesto cambiando el
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numero de descriptores. También, se comprueba la superioridad del método
propuesto comparando los porcentajes de clasificacién obtenidos al variar la
cantidad de datos utilizados durante el proceso de entrenamiento en compa-
racion con los métodos existentes basados en algoritmos de parametrizacién,
obtencién de caracteristicas como puntos de interés, regiones significativas y
redes residuales, que han sido propuestos en literatura para la clasificacién en
[4,21,27,12,25,26.7).

Tabla 3. Comparacién de resultados de clasificacion de la base de datos con
otros métodos.

Método 50 % de la base de datos 80 % de la base de datos
SG [4] 62.6% 708%
Zer [21] 43.3% 50.8 %
LFD [7] 56.7 % 65.8 %
SN [27] 52.7% 48.4%
Conf [12] 60.6 % 85.0%
Sph [25] 59.0 % 82.5%
GI [26] 88.6 % 96.6 %
DNN propuesta 99.64 % 99.76 %

Durante el primer experimento, se realiza la clasificacién de la base de datos
tomando dos casos de pruebas mediante la separacién de la base de datos en
dos grupos de forma aleatoria utilizados en métodos existentes; en el primer
caso, se utiliza un total de 480 muestras para el entrenamiento de la base de
datos equivalente al 80 % del total de los objetos, mientras que las 120 muestras
restantes igual al 20 % se utilizan como objetos de prueba; en el segundo caso, se
utiliza para el entrenamiento de la base de datos el 50 % para el entrenamiento
y el 50 % restante se utiliza como objetos de prueba.

Para el segundo experimento, se calcularon los momentos de Hahn 3D con
diferentes ordenes de n = m = k = 5,10, 15, 20, 25, utilizando como pardmetros
a = b = 10 para el computo de los polinomios de Hahn, los cuales fueron
utilizados como valores de entrada para la red neuronal implementada.

Los resultados obtenidos del porcentaje la clasificacién de la base de datos
SHRECI11 utilizando como métrica el valor de precisién (accuracy) se observan
en la Tabla 2.

De acuerdo con los resultados obtenidos de la Tabla 2, la capacidad de
descripcion de los momentos de Hahn para ordenes bajos, mejora la capacidad de
obtener las caracteristicas mas importantes de cada objeto con un porcentaje de
clasificacién alto. Ademas, se realiza un nimero menor de operaciones durante
el entrenamiento.

Por otra parte, la Tabla 3 muestra que la clasificacion mediante redes neu-
ronales utiliza la misma cantidad datos que otros métodos y obtiene una mejor
precisién durante la clasificacion.
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6. Conclusiones

En este trabajo, se presenté un analisis del desempeno de clasificadores como
arboles de decision, andlisis discriminante, vecinos cercanos, maquina de soporte
vectorial y ensamble para los momentos ortogonales de Hahn 3D. Los resultados
obtenidos a partir de la clasificacién de la base de datos SHREC11 demuestran
que la clasificaciéon basada en redes neuronales y momentos de Hahn 3D tiene
un mejor porcentaje de clasificaciéon en comparacién con diferentes modelos
clasificacién. Ademds, como se muestra en la Tabla 3, el método propuesto
tiene un buen desempeno en comparacion con los métodos existentes. El trabajo
presentado ayudard a realizar nuevas arquitecturas de redes neuronales que
aprovechen la capacidad descriptiva de los momentos de Hahn 3D de bajo orden.
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