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Resumen. En la actualidad el correcto y eficiente monitoreo de sistemas al-
tamente complejos como el automovil, representa una tarea desafiante para la
ingenieria en general. Los objetivos primordiales en un sistema de deteccion y
diagnéstico de fallas para un vehiculo son: evitar dano en el mismo y evitar
situaciones de peligro para los tripulantes. Los principales retos para lograr un
Optimo monitoreo de un automévil se derivan de la fuerte correlaciéon entre
diversas variables, lo cual aumenta la probabilidad de generar falsas alarmas.
Ademds de la existencia de incertidumbre inherente al sistema causada por
mediciones con presencia de ruido. En este articulo se presenta un sistema
de monitoreo y diagnéstico de la dindmica lateral de un vehiculo. El mejor
desempeno de la nueva propuesta se valida comparando los resultados obtenidos
contra los de un sistema de monitoreo encontrado en la revisién del estado del
arte y que combina tres técnicas para dar el diagnéstico final. Tales técnicas son
escalamiento multidimensional (EMD), rangos de percentiles (RP) y andlisis de
componentes principales (ACP). Se presenta un caso de estudio en donde el
sistema de diagnéstico se disend para el monitoreo de seis variables. Los datos
se obtuvieron mediante el empleo del simulador VEHDYNA. Se muestra como
los resultados obtenidos con la nueva propuesta son prometedores.

Palabras clave: Automévil, SVM multiclase, dindmica lateral.

1. Introduccién

Debido al constante avance de la tecnologia, el sector industrial es capaz de
elaborar productos cada vez mas complejos. Por tal motivo, llevar a cabo un
correcto y eficiente monitoreo para la deteccién y diagndstico de fallas es un reto
para la ingenieria actual. La deteccién y diagnéstico de fallas en sistemas de inge-
nierfa esta relacionada con la deteccion de fallas en maquinas complejas mediante
aprendizaje de patrones especificos de comportamiento en los datos observados.
Un vehiculo moderno es un ejemplo de tal sistema de ingenieria complejo en
el que hay un gran nimero de sensores, controladores y moédulos informaticos
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integrados en el vehiculo, los cuales se encargan de recolectar un gran nimero de
senales [1]. Dichas senales cuentan con caracteristicas como rangos variables de
magnitud, oscilacién, frecuencia, etc. Por tal motivo, el procesamiento de estos
datos es una tarea extremadamente dificil para los sistemas basados en técnicas
de control clasico. Debido a esto, es importante el estudio e implementacién de
técnicas de inteligencia artificial dotadas de la flexibilidad necesaria para pro-
cesar distintos tipos de variables. Las cuales tengan como comun denominador
la presencia de ruido, correlacién, caracteristicas no lineales, etc. Las maquinas
de soporte vectorial (MSV) con base en la teoria del aprendizaje estadistico y
principio de minimizacion del riesgo estructural, se han aplicado en el dmbito
del reconocimiento de fallas por su excelente capacidad de generalizacién [2]. En
este articulo se presenta un sistema de deteccién y diagnéstico de fallas basado
en méquinas de soporte vectorial multiclase (MSVMC) el cual requiere datos
en modo de operacién normal y datos en modo de falla para su entrenamiento.
Su desempeno es comparado frente a un sistema de deteccién y diagnéstico de
fallas propuesto por [1], el cual combina escalamiento multidimensional (EMD),
rangos de percentiles (RP) y andlisis de componentes principales (ACP). Los
resultados se obtienen a partir de una simulacién para un modelo de la dindmica
lateral de un automévil el cual consta de seis variables. La organizacion del
articulo es la siguiente: la seccién 2 presenta brevemente los principios de MSV,
MSVMC, EMD, RP y ACP. La seccién 3 presenta las descripciones generales de
los sistemas de monitoreo a comparar. La seccién 4 muestra el caso de estudio.
La seccién 5 muestra como ambos sistemas trabajan frente a una simulacién
para fallas individuales (fallas sobre una variable a la vez). La seccién 6 presenta
las conclusiones.

2. Técnicas

2.1. Maquinas de soporte vectorial

Las maquinas de soporte vectorial son un algoritmo de aprendizaje automati-
co que se utiliza para la clasificacion y la regresion de conjuntos de datos de alta
dimensionalidad. Este ofrece grandes resultados debido a sus capacidades para
lidiar con problemas como minimo local, pocas muestras de datos y problemas
no lineales. Las MSV estandar son utilizadas para problemas de clasificacién
binaria [3]. La idea central de esta técnica es determinar una separacién lineal
(hiperplano separador) el cual es orientado en direccién tal que su distancia a
los puntos de datos més cercanos en cada una de las dos clases (margen) sea
la méxima. Los puntos de datos mas cercanos son conocidos como vectores de
soporte [4].

Caso linealmente separable. Se tienen vectores de entrada x; € R? (i =
1,2,...,n) correspondientes con las etiquetas y; € {—1,+1}. Existe un plano
separador cuya funcién es [5]
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w-x+b=0 (1)

Donde w € R™ es un vector normal que define la frontera, b es un umbral
escalar y % representa la distancia perpendicular desde el hiperplano separador
hacia el origen. Mientras que la distancia del hiperplano al margen esta dada
por d = m La Figura 1 muestra el hiperplano separador y el margen méximo

entre clases (lineas punteadas).
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Fig. 1. Hiperplano y definicién del margen geométrico, adaptado de [6].

Dos hiperplanos paralelos pueden ser representados como

yvi(w-x;+b)>1 (2)

Como se definié anteriormente MSV trata de maximizar la distancia entre
dos clases, donde la amplitud del margen entre dos hiperplanos paralelos es
d= II%H’ por lo tanto para el caso linealmente separable se puede encontrar el
hiperplano 6ptimo resolviendo el siguiente problema de optimizaciéon cuadratico

min B \u%

sujeto a: y; (w-x; +b) > 1

Utilizando multiplicadores de Lagrange a;(i = 1,2, ...,n) para la restriccion,
el problema primal (Ecuacién (4)) se convierte en encontrar el punto de silla de
Lagrange. Por lo tanto se vuelve un problema dual de la forma
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n

1j
maz L(a) = Z o — %Zaiajyiyj

i=1

n
sujeto a: Zaiyi =0, a; >0
i=1

Aplicando las condiciones de Karush-Kukn-Tucker (KKT), se tiene

ailyi(w-x;+b) =1 =0 ()

Si a; > 0, los puntos correspondientes a los datos son llamados vectores de
soporte. Por lo tanto, la soluciéon éptima para el vector normal estd dada por

N
wh = Z Q;yiX; (6)
i=1

Donde N es el numero de vectores de soporte. De la ecuacién (5), eligiendo
cualquier vector de soporte (Xg,yx), se obtiene b* = yr — w* - x;. Después
(w*,b*) es determinado. A partir de la ecuacién (6) el hiperplano separador
6ptimo puede escribirse como [7,8]

f(x) = sgn <Z aqyi(x - %) + b*)

i=1

o +1si f(x)>0
donde sgn(.) es la funcién sign, y x € {1 s f(x) <0
Caso no linealmente separable. Las MSV también pueden manejar casos
donde los datos no son linealmente separables. Estas intentan mapear el vector
de entrada x; € R? sobre un espacio de mayor dimensionalidad. Este proceso
estd basado en la eleccién de una funcién kernel. Algunas de las funciones kernel
(K) més usadas son [9]:

= Kernel lineal

= Kernel polinomial

= Funcién de base radial
= Kernel sigmoideo

Por lo tanto el hiperplano éptimo (Ec. (8)) toma la forma

N
f(x) = sgn (Z aiyi - K(x-x;) + b*> (8)
i=1
La Figura 2 muestra un ejemplo de una transformacién no lineal
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Fig. 2. Transformacién no lineal, adaptada de [6].

2.2. Escalamiento multidimensional (EMD)

La técnica EMD es aplicada cuando para un conjunto de distancias observa-
das entre cada par de N objetos, se desea encontrar una representacion de los
mismos en dimensiones menores, tal que las proximidades entre objetos coincidan
lo més cerca posible con las originales [1].

Para N objetos obtenemos

N(N —1)
R )

Se ordenan las semejanzas S;, 5, < Sigky < ... < Sipky donde s; i, es la més
pequena de las M semejanzas. Ahora se calculan las distancias entre objetos

M =

Eq,)c > d(-q,)C > > d(q)k . Por ultimo se minimiza el stress
1/~1 12K2 TMRM

1
(@) N2 2
Siar 2 (4 — )
Y (A2

stress =

(10)

Usando las ng) mueve los puntos alrededor para obtener una mejor configu-

racion, el proceso se repite hasta que la mejor representacién es obtenida (stress
minimo).
2.3. Rangos percentiles

Los percentiles se aplican a datos numéricos para describir la dispersién en
la muestra de datos. Los percentiles se basan en la division en 100 unidades.
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El P-ésimo divide los datos de manera que existe un P porcentaje de nimeros
por debajo del P-ésimo percentil y un porcentaje igual a 100 — P por encima
del mismo. Los percentiles se calculan ordenando las observaciones en orden
descendente, después calcule las posicion:

L= P * N (11)
100

donde N es el niumero total de observaciones.

Rangos percentiles calculan la diferencia entre dos percentiles de una muestra
N y ya que estos brindan informacién acerca de la dispersion y localizacion de
los datos, esta diferencia es una forma robusta de estimar la dispersién de los
datos aun cuando estos no se distribuyan normalmente [1].

2.4. Analisis de componentes principales

Considere una matriz de datos X de tamafio m X n, para m variables del
proceso con n mediciones de cada variable. Asumimos que los datos para cada
variable han sido escalados con media 0 y varianza 1. La matriz de covarianza
de X esta definida como

T,
Z:E (12)

n—1

Sea A;(i = 1,2,...,m) los valores propios de la matriz de covarianza, los
cuales son organizados en orden descendente para determinar los componentes
principales (CPs), y los componentes principales p; (loadings) los cuales son los
correspondientes vectores propios. Entonces, los primeros K CPs son seleccio-
nados para construir el modelo ACP, por lo que la matriz de datos X puede ser
expandida usando los componentes principales p;, los vectores t; (scores), y la
matriz residual E [10]

K
X=> tp;+E (13)

i=1
Los t; contienen informacién sobre como las muestras estan relacionadas
entre si. Mientras los p; contienen informacién sobre la relacién existente entre

las variables. El niimero de componentes principales debe ser igual o menor que
las variables de X [1].

2.5. Matriz de confusién

En el drea de la inteligencia artificial la matriz de confusién es una herramien-
ta de visualizacion que se usa en el aprendizaje supervisado. Cada columna de la
matriz representa el niimero de predicciones de cada clase, y cada fila representa
cada clase real. La matriz de confusién facilita observar si el sistema confunde
dos clases.
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3. Descripcién del sistema

Como se mencioné anteriormente el desempeno del sistema de monitoreo
propuesto en este articulo serd comparado con el sistema fuera de linea propuesto
por [1]. A continuacién se presenta una breve descripcién del funcionamiento de
dicho sistema.

El sistema puede ser clasificado como un método basado en datos histéricos
del proceso, este necesita conjuntos de datos del comportamiento del sistema
en estado normal de operacién. La etapa de extraccién de caracteristicas se
lleva a cabo para que el sistema aprenda el estado normal de operacion del
proceso. Primero calcula ACP para observar la correlacion entre variables. Esto
agrupara las variables que estén correlacionadas y separard las que no lo estén.
Esto puede revelar la causa raiz de la falla. Después lleva a cabo EMD para
localizar variables con correlacién positiva y variables con correlaciéon negativa.
Estas distancias son utilizadas para obtener limites en los cuales se encuentran
los datos de operaciéon normal. De esta manera se localiza la falla cuando esta
suceda. Por tltimo calcula RP para obtener un valor que describa la distribucién
de los datos. Una falla puede ser detectada comparando los RP de los datos de
prueba contra los datos de operacion normal, si estos son similares se asume
que no existe falla de lo contrario se calcula nuevamente ACP para observar
las variables que estdn en falla. Finalmente para localizar la falla se observan
las posiciones de las distancias en el vector de salida del EMD, las cuales se
encuentren fuera de los limites obtenidos en la fase de aprendizaje [1].

Una vez descrito el funcionamiento de este sistema, se describe el propuesto
en el presente articulo. El sistema de monitoreo basado en Maquinas de Soporte
Vectorial necesita bases de datos tanto en modo de operacién normal como en
modo de falla para el aprendizaje. Como se muestra en la Figura (3) el sistema
no cuenta con ningun tipo de pre procesamiento. Una vez generadas las bases de
datos estas sirven como entrada para el entrenamiento y validacion del sistema.
Si el desempeno del sistema es adecuado este se encuentra listo para recibir
datos de prueba. A continuacién se muestra un resumen del funcionamiento del
sistema propuesto.

1. Se genera una base de datos en modo de operaciéon normal

2. Se genera una base de datos en modo de falla

3. Se entrena a las Maquinas de Soporte Vectorial

4. Se evalia su desempeno, si no es aceptable regrese al paso anterior, si es

aceptable continte

Se toman datos de prueba

6. Se prueban los datos con MSV, si no detecta alguna falla regrese al paso
anterior, de lo contrario continue

7. Diagnéstico, muestra la variable en falla y su localizacion.

o

4. Caso de estudio

Seis variables son supervisadas, estas corresponden a seis sensores encargados
de monitorear lo siguiente:
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Aprendizaje

Datos de Entrenamiento
operacién _— > —> —> del sistema < < T

normal T \L

Datos en modo S > T
de falla

¢El
sistema

esta
listo?

Prueba Datos de prueba | <—— <— < —<— T

Toma otros
datos de prueba

Diagnéstico

Fig. 3. Metodologia basada en MSV.

. Velocidad angular de la llanta frontal izquierda (FI)
. Velocidad angular de la llanta frontal derecha (FD)
. Velocidad angular de la llanta trasera izquierda (TT)
. Velocidad angular de la llanta trasera derecha (TD)
. Velocidad Longitudinal (VL)

. Giro del vehiculo sobre su propio eje (Yaw)

S T W N~

Las simulaciones se llevaron a cabo sobre la maniobra vehicular conocida
como chicane. Chicane se refiere a un cambio en la trayectoria recta del vehiculo,
por ejemplo, cuando el automévil realiza una maniobra de rebase. En el andlisis
realizado por [1] se encontré que para la variable yaw solo es necesario monitorear
que en todo momento su valor sea diferente de cero, de lo contrario existira una
falla. Por lo tanto el andlisis propuesto se llevara a cabo con las cinco variables
restantes. Por lo descrito anterior se concluye que el andlisis cuenta con seis
estados posibles, operacién normal y cinco estados de falla correspondientes a
las cinco variables en anédlisis. La idea central del sistema propuesto es utilizar
MSV como clasificador para poder detectar y localizar alguna posible falla, sin
embargo como se mostré en la seccién 2.1 las MSV estandar clasifica inicamente
entre dos clases, por lo tanto se debe utilizar el enfoque de MSV multiclase
(MSVMC) y asi clasificar en seis distintas clases. Las cuales corresponden a
cada uno de los estados mencionados anteriormente.

4.1. MSV multiclase (MSVMC)

Entre los métodos mas aplicados para lograr una clasificaciéon multiclase con
MSV se encuentran los algoritmos conocidos como: uno contra todos (UCT)
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el cual construye M MSV donde M es igual al nimero de clases a clasificar,
después cada uno de estos SVM separa una clase del resto. Es decir el i-ésimo
MSV es entrenado con todas las muestras de entrenamiento de la i-ésima clase
con una etiqueta distinta a las otras. Otro método es el conocido como uno
contra uno (UCU), el cual construye M * (M — 1)/2 MSV. Estos combinan su
funcion de clasificacion para determinar la clase a la que pertenece la muestra de
prueba, esto mediante la acumulacién de predicciones de clasificacién (votos), la
prediccién con més votos corresponderd a la clasificacién final [11,12]. La Figura
(4) muestra graficamente estos dos métodos, las dreas rojas corresponden a las
regiones no separables de cada método. Esto no se detalla en este articulo.

HA> 0

GO

a _ b

0

Fig. 4. a) UCT, b) UCU, adaptado de [12].

En esta propuesta se utilizarda MSVMC usando el algoritmo UCU.

5. Analisis y resultados

Se procede a generar las bases de datos tanto en modo de operaciéon normal
como en modo de falla, la primera se compone de 4400 observaciones para las 5
variables, la segunda se construye a partir de datos para cada una de las fallas.
Se tomaron 1600 observaciones para cada variable en modo de falla, generando
una matriz de tamano 12400 x 5. Para entrenamiento y validacion del sistema
se utiliz6 validacion cruzada.

Como datos de entrada se utilizan los datos de entrenamiento antes descritos,
ademds de un vector de etiquetas de tamano 12400 x 1, el cual contiene seis
etiquetas correspondientes a los seis estados posibles. El tiempo aproximado de
cémputo para el entrenamiento fue de 6.3 segundos, mientras el desempeno del
clasificador fue del 99.95%. El modelo para la clasificacién utilizé un kernel
radial y encontré un total de 1612 vectores de soporte. La Tabla 1 muestra la
matriz de confusion resultante de la validacién del sistema.

Se puede observar que el algoritmo clasifica un dato erréneamente, de 333
datos correspondientes a la clase 4 clasifica un dato de ellos en la clase 0, aun
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Tabla 1. Matriz de confusion del clasificador MSV.

0 1 2 3 4 5
89 0 0 0 0 O
0 330 0 0 O
324 0 0 O

0

0 0 0 322 0
0 0 0 0 29

U W N~ O

0
0 0 0331 0
1
0

asi su desempeno es bastante bueno por lo tanto se prosigue con la siguiente
etapa del sistema. A continuacién se obtienen observaciones para su monitoreo,
del total de estas se toman ventanas de 100 muestras para su andlisis. Dicho
tamano de muestra se utilizé al encontrar que es un valor estandar empleado y
recomendado en la revisién del estado del arte [1].

5.1. Presencia de falla

Se considera que existe falla en un sensor cuando en él se presenten cambios
en su valor nominal fuera de un rango de +£2%. La Figura 5 muestra una falla
presente en el sensor encargado de monitorear la velocidad angular de la llanta
delantera izquierda. Esta falla representé un cambio de menos 5 % en la medicién
con respecto a su valor nominal y se presenté durante 12 unidades de tiempo
(segundos). Al monitorear estos datos con el sistema propuesto, éste detecta la
falla en la variable 1 (FI) a partir de la observacién 21 y durante 12 unidades de
tiempo. Como se mencioné anteriormente el andlisis se lleva a cabo en ventanas
de 100 datos. En el analisis anterior la ventana se tomé a partir de la muestra
160 hasta la 259, lo cual corresponde con la localizaciéon mostrada por el sistema.

Falla FI. 5% durante 12 seg

km/hr

“No. de muestra”
Fig. 5. Falla presente en sensor de llanta delantera izquierda.
A continuacién se muestran los resultados obtenidos por el sistema propuesto
en este articulo en comparacién con el sistema propuesto por [1]. Tal comparacién

se obtuvo al realizar doscientas simulaciones de fallas simples (presencia de falla
en una sola variable a la vez) en distintas localizaciones y a diferentes magnitudes
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de desviacion con respecto a los valores nominales de las variables monitoreadas.
En las siguientes tablas se puede observar la comparacién de la nueva propuesta
contra la metodologia empleada en [1]. La Tabla 2 muestra los porcentajes de
deteccién, la Tabla 3 los porcentajes para la identificacién, la Tabla 4 lo hace
para la localizaciéon y la Tabla 5 muestra las comparaciones cualitativas de ambos
métodos.

Tabla 2. Exactitud de algoritmos en deteccién de fallas.

Desviaciéon Muestras en falla Deteccién con MSV Deteccién con [1]

5% 15 100 % 100 %
5% 10 100 % 96.66 %
5% 5 100 % 66.66 %
3% 15 100 % 76.66 %
3% 10 100 % 63.33%
3% 5 100 % 36.66 %

Tabla 3. Exactitud de algoritmos en identificacién de fallas.

Desviacién Muestras en falla Identificacién con MSV Identificacién con [1]

5% 15 100 % 93.33%
5% 10 99.6 % 86.66 %
5% 5 100 % 51.66 %
3% 15 99.4% 65 %
3% 10 100 % 55 %
3% 5 100 % 21.66 %

Tabla 4. Exactitud de algoritmos en Localizacién de fallas.

Desviacién Muestras en falla Localizacién con MSV Localizacién con [1]

5% 15 100 % 91.66 %
5% 10 100 % 90 %

5% 5 100 % 56.66 %
3% 15 100 % 71.66 %
3% 10 100 % 61.66 %
3% 5 100 % 26.66 %

La gran eficiencia de clasificacién de las maquinas de soporte vectorial asi co-
mo su capacidad de trabajar con gran nimero de datos da como resultado un
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Tabla 5. Caracteristicas de ambos métodos.

Método propuesto (MSVMC) Método [1]
e Necesita bases de datos en modo de e Solo necesita base de datos en modo
operacién normal y en modo de falla de operacién normal
e Requiere tiempo de entrenamiento e Capaz de aprender apartir de los
datos en operacién normal
e (Capaz de manejar ruido e Capaz de manejar ruido
e Capaz de operar en linea e Operacién fuera de linea

desempeno superior del sistema propuesto en este articulo para la deteccidén,
clasificacién y localizacién de fallas en comparacién con el método propuesto
por [1]. Debido a que este tltimo utiliza solo datos de operacién normal para su
aprendizaje y su funcionamiento se basa en la variabilidad de los mismos. Dando
como resultado un sistema el cual su exactitud depende del tamano de muestra
a analizar. Esto significa que el sistema es incapaz de trabajar en linea.

6. Conclusiones

En este articulo se presenté un sistema para la deteccion y diagndstico de
fallas para la dindmica lateral de un automévil basado en Maquinas de Soporte
Vectorial Multiclase. El desemperio de dicho sistema fue comparado con el méto-
do propuesto por [1], el cual combina Escalamiento Multidimensional, Rangos
Percentiles y Analisis de Componentes Principales. Los resultados mostraron
que el sistema propuesto tiene un mejor desempeno en tareas como deteccién,
identificacién y localizacién. Debido a la gran eficiencia de clasificacion de las
maquinas de soporte vectorial asi como su capacidad de trabajar con gran
numero de datos. Ademds se observé que la exactitud del método basado en
MSV no depende de la cantidad de muestras a analizar, por lo que al realizar
pruebas con solo una observacién los resultados fueron practicamente iguales
a los realizados con 15, 10 y 5 observaciones. Por lo tanto al respecto se con-
cluye que el sistema propuesto es capaz de trabajar en linea, a diferencia del
método [1]. Las principales desventajas del método con MSV frente al método
mencionado, radican en la necesidad de bases de datos en modo de falla y al
tiempo computacional generado por entrenamiento, siendo esta tltima menos
importante ya que el tiempo de entrenamiento fueron aproximadamente seis
segundos, un tiempo relativamente corto. De acuerdo a los resultados presentados
en este articulo se concluye que las Maquinas de Soporte Vectorial son una
técnica robusta para tareas de clasificacion, y presenta excelentes resultados en
el campo del diagndstico y deteccion de fallas.
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